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Resumo. Neste trabalho é aplicada a metaheurística Otimização por Enxame de
Partículas (Particle Swarm Optimization -PSO) na identificação de pontos influ-
entes. Estes pontos exercem grande influência na determinação dos coeficientes do
modelo de regressão. Foi utilizada, como função objetivo, a função de sensibilidade
de casos gCook(ǫ) que tem comportamento multimodal. A eficiência da metodolo-
gia proposta foi testada em conjuntos de dados simulados. Os resultados obtidos
mostram que esta metodologia apresenta soluções satisfatórias na identificação de
pontos influentes.

Palavras-chave. Modelos de regressão, função de sensibilidade de casos, metaheu-
rística PSO.

1. Introdução

Os modelos estatísticos, geralmente, são descrições aproximadas de processos bas-
tante complexos, que conseqüentemente podem levar a resultados imprecisos. Surge
então uma importante motivação para o estudo de técnicas que avaliem essa impre-
cisão [4].

A partir da década de 70 surgiram várias propostas relacionadas com a influên-
cia das observações nas estimativas dos coeficientes do modelo de regressão linear.
As medidas de omissão de pontos foram propostas por Cook [5] e Belsley et al.[2].
Um problema que pode ocorrer com a técnica de omissão individual de pontos é o
que se denomina “mascaramento”, ou seja, deixar de detectar pontos conjuntamente
influentes. A função de influência é abordada nos trabalhos de Hampel [14] e Cook
e Weisberg [6], onde são analisadas perturbações em probabilidades associadas a
casos. Uma proposta inovadora na análise de diagnóstico em regressão, denomi-
nada influência local, foi apresentada por Cook [7], que propõe avaliar a influência
conjunta das observações sob pequenas perturbações no modelo. Uma nova medida
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de influência, baseada no quadrado da norma do vetor de previsões, foi proposta
por Peña [16].

Algumas aplicações da metaheurística algoritmo genético, utilizando métodos
combinatórios para detectar outliers em modelos de regressão, podem ser encontra-
das em [9] e [20]. Em [21] foi utilizada a metaheurística PSO para detectar outliers,
estudando o comportamento das projeções dos conjuntos de dados.

A função de sensibilidade de casos (Case Sensitivity Function) é uma nova abor-
dagem para análise de dados influentes. Esta função foi proposta por Critchley [10] e
explorada em Biazi [3] e Critchley et al. [11]. Esta metodologia mostrou-se eficiente
para identificar pontos influentes. Entretanto, nestes trabalhos, devido às limita-
ções computacionais, esta metodologia foi testada em pequenos conjuntos com até
40 dados.

No presente trabalho foi verificada a eficiência da função de sensibilidade de casos
para identificar pontos influentes, empregando a metaheurística PSO, em conjuntos
simulados com 40, 200 e 500 dados, obtendo resultados satisfatórios. A identificação
de tais pontos influentes contribui para uma modelagem estatística mais eficiente já
que os pontos influentes individualmente, ou em conjunto, podem produzir grandes
alterações em aspectos importantes da análise ou contribuir para o fornecimento de
resultados imprecisos.

2. Função de Sensibilidade de Casos

Critchley [10] propôs uma nova abordagem para a função de influência de Hampel
[14], denominada Case Sensitivity Function. A abordagem de Critchley é uma ge-
neralização da função de influência para múltiplos casos, e permite a identificação
de múltiplos pontos influentes, mesmo na presença de “mascaramento”. A função de
sensibilidade de casos é representada por gT (ǫ), onde ǫ é um vetor de perturbações
e T é um funcional estatístico.

A forma geral da função gT (ǫ) é dada por

gT (ǫ) = T [(1 −
n∑

i=1

ǫi)F̂ +
n∑

i=1

ǫiδxi], (2.1)

onde
ǫi - i-ésima perturbação,
δxi - função de densidade que associa massa 1 em x ∈ ℜn,
F̂ - função de densidade empírica de uma amostra aleatória x1, x2, ..., xp.

A metodologia consiste em inserir pequenas perturbações (ǫ) no modelo e avaliar
o impacto causado por estas perturbações, comparando gT (ǫ) com gT (0). Em que
gT (ǫ) é o valor da função de sensibilidade com perturbação e gT (0) é o valor da
função sem pertubação [8].

O objetivo é maximizar |gT (ǫ) − gT (0)| sujeita a uma região determinada pelas
probabilidades:

0 ≤ pi ≤
1

n − k
para 1 ≤ i ≤ n,
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sendo pi = 1

n
+ ǫi − ǫ e

∑n

i=1
pi = 1, em que n é o número de observações e k é o

número de observações influentes.
O vetor de perturbações ǫ = (ǫ1, ..., ǫn)′ que maximiza a distância |gT (ǫ) − gT (0)|

contém os pesos associados a cada ponto do conjunto de dados. Pontos com pesos
negativos são considerados influentes no ajuste do modelo.

Neste trabalho é utilizada, como função objetivo, a função de sensibilidade de
casos para a distância de Cook. A função gT (ǫ) para a distância de Cook é expressa
por

gCook(ǫ) =
(g

β̂
(ǫ) − g

β̂
(0))′X ′X(g

β̂
(ǫ) − g

β̂
(0))

ps2
, (2.2)

sendo g
β̂
(0) = (X ′X)−1X ′y, g

β̂
(ǫ) = (X ′EX)−1X ′Ey, E = diag( 1

n
+ ǫi − ǫ), p o

número de variáveis e s2 a variância amostral.

3. Otimização por Enxame de Partículas

O método de otimização por enxame de partículas (Particle Swarm Optimization -

PSO) é uma técnica de computação estocástica baseada em dinâmica de populações.
Desenvolvido por Kennedy e Eberhart [15], este método consiste na otimização de
uma função objetivo por meio da troca de informações entre indivíduos (partículas)
de uma população (enxame).

Segundo Shi e Eberhart [19], no algoritmo PSO, cada partícula, tratada como
um ponto no espaço D-dimensional, representa uma solução potencial para um
problema, ajustando sua posição com base na própria experiência e na experiência
do grupo. A cada iteração, a velocidade é atualizada, conforme equação (3.1). A
nova posição da partícula é determinada pela soma da sua posição atual e a nova
velocidade, de acordo com a equação (3.2)

vk+1

i = w.vk
i + c1.r1(pbesti − xk

i ) + c2.r2(gbest − xk
i ), (3.1)

xk+1

i = xk
i + vk+1

i , (3.2)

sendo vi a velocidade atual da partícula i, c1 e c2 duas constantes positivas, w o peso
inercial, r1 e r2 números aleatórios uniformemente distribuídos entre [0,1], pbesti
a melhor posição já alcançada pela partícula e gbest a melhor posição encontrada
pelo enxame.

A atualização da velocidade de cada partícula depende de parâmetros que de-
vem ser ajustados a cada problema a ser otimizado. Em [19] é sugerido que c1 = c2

= 2, de forma a manter o equilíbrio entre as partes cognitiva e social do compor-
tamento da partícula. O peso inercial (w) permite a diversidade de exploração do
espaço de busca. Valores altos para o peso inercial facilitam a exploração global,
ao passo que valores menores favorecem a exploração local. Em [13] é sugerido que
w seja escolhido no intervalo [0,7, 1,4]. O número de partículas presentes na popu-
lação é determinado empiricamente, com base na dimensionalidade e percepção e
dificuldade de um problema [17].
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Os passos para a implementação do algoritmo básico PSO são os seguintes [12]:

1. Inicializar a população de partículas com posições e velocidades aleatórias no
espaço D dimensional;

2. Avaliar a aptidão de cada uma das partículas;

3. Comparar o valor obtido da partícula i com pbest. Se o valor for melhor,
atualizar pbest com o novo valor;

4. Comparar o valor obtido com o melhor valor global gbest. Se for melhor,
atualizar gbest com o novo valor;

5. Atualizar a velocidade da partícula de acordo com a equação (3.1);

6. Atualizar a posição da partícula de acordo com a equação (3.2);

7. Repetir os passos 2-6 até que algum critério de parado seja alcançado.

4. Proposta de uma Heurística PSO para a Identi-

ficação de Pontos Influentes por meio da Função

de Sensibilidade de Casos

A implementação do algoritmo PSO foi realizada utilizando o software Matlab ver-
são 7.6, em um computador Core 2 Duo com 2GB de memória RAM, HD 160 GB
e sistema operacional Windows XP.

Neste trabalho foram adotados os seguintes critérios de parada: o número má-
ximo de iterações sem melhora (itsm = 0, 1∗itmax) ou o número máximo de iterações
(itmax). O número máximo de iterações foi de 200, 800 e 2000 para os conjuntos com
40, 200 e 500 dados, respectivamente. Caso o algoritmo atinja o número máximo
de iterações sem melhora da solução ou o número máximo de iterações, o programa
finaliza sua execução.

O algoritmo PSO, adaptado ao problema tratado neste trabalho, pode ser des-
crito pelos seguintes passos:

Passo 1: Inicializar a população de partículas com posições e velocidades aleató-
rias, a partir das equações:

ǫ0 = ǫmin + r1(ǫmax − ǫmin)
v0 = ǫmin + r2(ǫmax − ǫmin)

sendo ǫmin e ǫmax extremos do domínio;

Passo 2: Avaliar a aptidão de cada uma das partículas de acordo com a equação:
Fo = |gCook(ǫ) − gCook(0)|;

Passo 3: Determinar a melhor posição da partícula, pbesti;
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Passo 4: Determinar a melhor posição do enxame, gbest ;

Passo 5: Se Fo(ǫi) > Fo(pbesti), atualize pbesti com a posição corrente;

Passo 6: Se Fo(pbesti) > Fo(gbest), atualize gbest com pbesti;

Passo 7: Atualizar a velocidade de cada uma das partículas de acordo com a equa-
ção (3.1);

Passo 8: Atualizar a posição de cada uma das partículas conforme equação (3.2);

Passo 9: Repetir os passos 2-8 até que um dos critérios de parada seja satisfeito.

5. Resultados

Nesta seção são apresentados os resultados obtidos com o algoritmo PSO. Para
testar a metodologia proposta, foram utilizados três conjuntos de dados simulados
de acordo com o critério proposto por Rousseeuw [16], onde o número de dados (n)
é constituído mantendo uma proporção de 0.6 pontos “bons”, bem ajustados, e 0.4
pontos “ruins”. Este critério foi adotado nos trabalhos de Atkinson [1], Biazi [3],
Critchely et al.[11] e Peña [16], para conjuntos com até 50 dados.

Os conjuntos de dados com 40, 200 e 500 pontos foram gerados de forma que,
60% dos pontos seguem o modelo yi = xi+2+ei, com xi uniformemente distribuído
no intervalo [1,4] e ei normalmente distribuído com desvio padrão igual a 0,2. Os
outros 40% dos pontos são normalmente distribuídos com desvio padrão 0,5 e médias
µx = 7 e µy= 2. Pontos influentes em conjuntos de dados simulados segundo este
critério são difíceis de serem identificados por apresentarem forte mascaramento.

Os parâmetros do PSO adotados nos testes computacionais, que apresentaram
melhor convergência, foram os seguintes: c1 = 1,95, c2 = 2,05, wi =0,9 e wf = 0,4.
O número de partículas variou de acordo com o tamanho do conjunto de dados.
Desta forma, foram utilizadas 30,100 e 150 partículas para conjuntos com 40, 200 e
500 dados, respectivamente.

A tabela 1 apresenta os resultados encontrados, objetivando a maximização da
função objetivo. Cada linha corresponde aos resultados obtidos para cada conjunto
de dados. A coluna número de execuções corresponde ao número de execuções
realizadas para cada instância. A coluna melhor solução corresponde ao maior
valor encontrado para a função objetivo. Na coluna melhor tempo estão registrados
os menores tempos de execução, em segundos, relativos à solução final do problema.
A coluna média das soluções corresponde a média aritmética de todas as soluções
encontradas nas execuções do programa. A coluna melhor iteração corresponde ao
menor número de iterações, dentre todas as execuções, necessário para encontrar a
solução do problema.

Na tabela 2 estão os valores das perturbações (ǫi) obtidos para cada conjunto
de dados. Em negrito são indicados os pontos influentes.
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Tabela 1: Resultados computacionais

No de No de Melhor Média das Melhor Tempo Melhor
dados execuções solução soluções tempo(s) médio(s) iteração

40 500 1, 217 × 104 1, 202 × 104 2,75 2,84 162
200 500 3, 417 × 104 3, 186 × 104 51,19 58,48 701
500 50 8, 162 × 104 8, 004 × 104 3024,2 3325,5 1751

Tabela 2: Valores das perturbações (ǫi)
n = 40 n = 200 n = 500

Pontos ǫi Pontos ǫi Pontos ǫi

1 a 24 0,02 1 a 120 0,004 1 a 300 0,0016
25 a 40 -0,025 121 a 200 -0,005 301 a 500 -0,002

Os resultados apresentados na tabela 2 indicam os pesos (perturbações) associa-
dos a cada ponto quando a função objetivo Fo = |gCook(ǫ)−gCook(0)| é maximizada.
Observações com pesos negativos são consideradas influentes na determinação dos
coeficientes do modelo de regressão. Assim, a metodologia identificou corretamente
os pontos influentes associando pesos negativos para os 40% dos pontos considerados
“ruins”.

6. Conclusões

Neste trabalho, foi aplicada a metaheurística Otimização por Enxame de Partículas
na identificação de pontos influentes em modelos de regressão. A metodologia foi
aplicada em conjuntos de dados simulados. Os resultados obtidos mostram que a
função de sensibilidade de casos é eficiente para detectar pontos influentes. A van-
tagem do uso desta metodologia está na possibilidade de tratar grandes conjuntos
de dados, algumas vezes inviável por outras técnicas.

Pode-se concluir que a metodologia proposta identifica corretamente os subcon-
juntos de dados, mesmo quando há “mascaramento” de pontos.

Abstract. In this work it was applied Particle Swarm Optimization metaheuristic
to identify of influential points. These points exert great influence in determining
the coefficients of regression model. The multimodal Case Sensitivity function
gCook(ǫ) was used as target function. The efficiency of the proposed methodology
was tested against sets of simulated data. The results show that this methodology
gives satisfactory solutions in the search for influential points.
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