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RESUMO. A treliça é uma estrutura triangular rı́gida, com resistência aos esforços normais, podendo ser
utilizada em telhados, mezaninos, torres de energia, de telecomunicações e pontes. Logo é possı́vel afirmar
que esse sistema estrutural apresenta uma grande relevância no cenário da engenharia de estruturas. Nesta
pesquisa é utilizado um método probabilı́stico de otimização global baseado em inteligência coletiva ou in-
teligência de enxame, com aplicações promissoras em diversos campos das ciências aplicadas, o Algoritmo
de Colônia de Vagalumes (ACV), para determinação do peso mı́nimo de uma treliça de benchmark. Foi
conduzida uma análise de sensibilidade com os parâmetros do algoritmo como: população (Npop), número
de iterações (Ngen), parâmetro de aleatoriedade α , fator de atratividade β e parâmetro de absorção de luz
(γ). A treliça utilizada nos testes foi uma estrutura de benchmark com 10 barras e essa foi otimizada obtendo
um valor de peso mı́nimo em torno de 2284 kg, tal valor quando comparado a outros trabalhos da literatura
mostram a efetividade do método adotado nesse trabalho. O software utilizado para as implementações e
simulação das treliças foi o MATLAB®.
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1 INTRODUÇÃO

A tomada de decisões em vários campos da ciência é comumente realizada com o uso de concei-
tos de otimização. Sendo que essa tomada de decisão é baseada pela busca de soluções para uma
determinada função, denominada Função Objetivo (FO), sendo que essa solução normalmente
extremiza (valores de máximo ou mı́nimo) a função de referência, respeitando um determinado
conjunto de restrições que variam de acordo com o problema estudado [20].

Os algoritmos de otimização são divididos em diversos subgrupos podendo destacar os seguin-
tes: (a) métodos determinı́sticos; e (b) métodos probabilı́sticos. Os métodos determinı́sticos são
caracterizados por um modelo matemático que determina os resultados, exatamente, a partir
das condições iniciais, ou seja, dada uma certa entrada o mesmo apresentará uma única saı́da
repetidamente. Já os métodos probabilı́sticos se caracterizam por permitirem diferentes pontos
de entrada, podendo então gerar diferentes pontos de saı́da, ou seja, ao contrário dos métodos
determinı́sticos, estes não ficarão presos em uma única solução.

Nesse artigo é utilizado o Algoritmo de Colônia de Vagalumes (ACV), classificado como proba-
bilı́stico e baseado no conceito de inteligência de enxames. O mesmo se caracteriza por ser um
método de otimização global com aplicações bem sucedidas em diversos campos das ciências
aplicadas [12, 14, 17, 23, 28, 34, 35].

Apesar dessas diversas aplicações o desempenho desses algoritmos é fortemente afetado pelos
parâmetros de entrada do algoritmo. Portanto, testes de sensibilidade paramétrica tornam-se ins-
trumentos de interesse para nortear a escolha desses parâmetros em determinados campos da
ciência, como a escolha de parâmetros do modelo de otimização na engenharia estrutural.

Especificamente em projetos de engenharia estrutural, um fator bastante importante no plane-
jamento é o custo, por conta disso, a maior parte dos problemas de otimização de engenharia
tem como finalidade encontrar uma solução que permita utilizar a menor quantidade possı́vel
de recursos, sem que haja perda em sua produtividade. Logo no caso de projetos estruturais é
muito comum a utilização de funções objetivo que estudem o custo [1, 19, 21, 26] ou peso total
da estrutura [5, 7, 13, 22].

Em função dessa necessidade de verificação da funcionalidade dos algoritmos de otimização,
os problemas de benchmark, ou testes de benchmark, são desenvolvidos de forma a compará-
los e distingui-los (um algoritmo do outro). Esses testes são de suma importância, uma vez que
fornecem parâmetros que ajudam como referência para análises do desempenho de um algoritmo
em um determinado problema.

Portanto, nesse artigo objetiva-se o uso de técnicas numéricas baseadas em inteligência de
enxame para otimizar o peso de uma estrutura de treliça de benchmark de forma a criar
subsı́dios técnicos para uma análise de sensibilidade paramétrica. Deve-se salientar que tal tipo
de problema é bastante tradicional na área de engenharia de estruturas.

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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O artigo está subdivido em cinco seções. A seção 2 é destinada a descrição do algoritmo otimiza-
dor utilizado nas análises de sensibilidade paramétrica. A seção 3 diz respeito aos procedimentos
de análise e as seções 4 e 5 são destinadas à análise dos resultados e conclusões, respectivamente.

2 O ALGORITMO DE COLÔNIA DE VAGALUMES

A Inteligência de Enxames (IE) - também conhecida como inteligência coletiva ou de colônias -
pode ser definida como a capacidade que um grupo de indivı́duos tem de encontrar, em esforço
conjunto, a solução para um determinado problema. Isto significa que os mesmos compartilham
informações, podendo assim dizer que possuem consistência cognitiva, permitindo a capacidade
de deduzir e modificar o espaço local. Com isso, podemos dizer que tais modificações acontecem
como movimentações em um espaço sócio cognitivo.

Um dos métodos percursores desse modelo de otimização é o PSO (Particle Swarm Optimiza-
tion), proposto em 1995 pelo psicólogo social James Kennedy e o engenheiro elétrico Russel C.
Eberhart. Inicialmente o mesmo foi desenvolvido para solucionar problemas de otimização com
variáveis contı́nuas.

Desde sua autoria o PSO vem sofrendo modificações [10,30] e influenciando a criação de novos
métodos como, por exemplo, o algoritmo de Colônia de Vagalumes (ACV).

O ACV foi desenvolvido por Xin-She Yang [31] e é inspirado na bioluminescência produzida
por esses tipos de insetos e as interações ocorridas entre os indivı́duos devido a esse fator. Se-
gundo [31] para construção do ACV são necessárias as seguintes bases: (a) Presume-se que todos
os vagalumes têm um único sexo, e independentemente de possuir um único sexo são atraı́dos
entre si; (b) A capacidade de atração de cada vagalume é proporcional ao seu brilho, e esse
diminui de acordo com o aumento da distância entre os indivı́duos da população; (c) No caso
de não existência de nenhum vagalume mais brilhante que outros, os vagalumes irão se mover
aleatoriamente; e (d) A intensidade de cada vagalume é determinada pela avaliação da Função
Objetivo.

O algoritmo 1 apresenta o fluxograma de funcionamento do ACV e suas demais particularida-
des. Sendo que Npop é dado como o tamanho da população, Ngen é o número de iterações ou
gerações, β , γ e α são parâmetros internos do algoritmo.

A Equação 2.1 apresenta o movimento da população n-dimensional de vagalumes. O valor de β

é dado pela Equação 2.2 e é tido como a atratividade percebida pelo vagalume; β0 é tido como a
atratividade para uma distância ri j=0 (entre os vagalumes i e j) sendo que ri j (ver Equação 2.3)
é dado como a distância Euclidiana entre os vagalumes i e j; γ é o parâmetro de absorção da luz,
sendo γ ∈ [0, ∞); e k é a k-ésima componente do vetor de variáveis de projeto X.

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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X t+1
i,k = X t

i,k +β (X t
j,k−X t

i,k)+α(randk−0,50) (2.1)

β = β0e−γr2
i j ∼=

β0

1+ γr2
i j

(2.2)

ri j = ||Xi−X j||=

√√√√ k

∑
i=0

(Xi,k−X j,k)2 (2.3)

Algoritmo 1 Algoritmo de Colônia de Vagalumes
Entrada: β ,γ,α,N pop,Ngen
Saı́da: Variáveis de projeto que minimizam ou maximização a FO

1 inı́cio
2 Gera população inicial Xk

3 while t¡Ngen do
4 FOt ← X t

5 Ranqueia a população de vagalumes (Melhor FO para pior FO)
6 for i=Npop do
7 for j=Npop do
8 if FOt

i > FOt
j then

9 Movimenta o vagalume conforme Equação 2.1
10 end
11 end
12 end
13 end
14 retorna FO(Xk

Ngen)

15 fim

[6] afirma que o parâmetro β é uma caracterı́stica primordial do algoritmo visto que esse é um
dos fatores responsáveis pela caracterı́stica de diversidade dos indivı́duos. Caso β igual a zero
o algoritmo se transforma em um modelo de caminhada randômica. [9] diz que na maioria das
aplicações o parâmetro γ pode variar entre 0,01 e 100. O parâmetro α , por sua vez, corresponde
à parte probabilı́stica do processo de otimização, sendo α ∈ [0, ∞) e na maioria dos casos tem
seu valor atribuı́do entre 0 e 1. Segundo [32] o parâmetro α é tido como passo do algoritmo e o
termo randk é um vetor de números aleatórios que pode variar entre 0 e 1. Já [31] pondera que
em situações onde deseja-se melhorar a diversidade dos indivı́duos da população pode-se alterar
o valor de α estático para uma função α de atualização dinâmica.

A Figura 1 apresenta a topologia de movimentação dos vagalumes. Tal morfologia é dita como
topologia de estrela ou topologia totalmente atraı́da [29] pois todos os vagalumes do sistema tem
interconexão, sendo que essas partiı́culas podem se comunicar de forma direta [3].

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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Figura 1: Esquema genérico da topologia de comunicação entre os vagalumes adaptada de [29].

Para o algoritmo ACV foram utilizadas duas modificações em relação à proposta original de [31].
A primeira modificação diz respeito ao termo de atratividade do algoritmo. Nesse caso à variável
β teve seu parâmetro ri j modificado para uma distância Euclidiana normalizada, conforme
Equação 2.4. Vale ressaltar que Xmax e Xmin equivalem aos limites da variável de projeto do
problema.

ri j =
||Xi−X j||
||Xmax−Xmin||

(2.4)

Além disso também foi introduzido uma aleatoriedade no cálculo do segundo termo da Equação
2.1. Tal situação implica que em todos os passos do processo iterativo o valor de β não se
aproxime de zero, evitando assim situações de transformação do algoritmo em um modelo de
caminhada randômica.

A segunda modificação diz respeito a terceira parcela da Equação 2.1 que foi modificada con-
forme proposto em [11]. Nesse caso o vetor randômico foi modificado para uma distribuição
uniforme de -1 até 1. Para o parâmetro α foi adotada uma função de atualização dinâmica ge-
rando assim um processo de decaimento dessa variável em questão. Portanto a nova função de
movimento é dada pela Equação 2.5.

X t+1
i,k = X t

i,k +β randk(X t
j,k−X t

i,k)+α(randk) (2.5)

α
t+1 = 0,98α

t (2.6)

A utilização de um modelo de redução dinâmica do parâmetro α permite que o algoritmo trabalhe
com uma maior diversificação nas iterações iniciais, ou seja, uma busca global. E quando o
mesmo estiver em um estado de convergência global [33] o parâmetro α estará sendo reduzido
a cada iteração, criando assim um critério automático de busca local. Tal modificação colabora
para uma melhoria de convergência do algoritmo e pode ser vista também em [9].

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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O algoritmo ACV, apesar de novo, tem sido amplamente utilizado em vários campos da ciência
[24,35], para resolução de problemas de engenharia [25,27,36] e em especial o uso no estudo de
treliças [8, 9].

3 PROCEDIMENTO PARA ANÁLISE DE SENSIBILIDADE DO ACV

Nesse trabalho são aplicados testes de sensibilidade ao algoritmo ACV apresentado na seção
2. Como base para esses testes foi utilizado um problema de benchmark [2, 8, 15, 27] voltado à
Engenharia Civil, sendo este direcionado ao dimensionamento e verificação de treliças metálicas.
Neste sentido são apresentados os procedimentos para verificação de sensibilidade paramétrica
do algoritmo proposto por [31].

O problema base para análise de sensibilidade é descrito na Figura 2 e as propriedades dessa
treliça são observadas a seguir: (a) Densidade do material da treliça ρ=2770 kg/m3; (b) Módulo
de elasticidade do material E=69 GPa; (c) A tensão admissı́vel (σlim) dos membros da treliça é
de ± 172 MPa; (d) O limite de deslocamento vertical (δlim) nas conexões da estrutura é de ±
5,08 cm, e (e) Considera-se a condição de carregamento da estrutura treliça plana conforme a
Equação 3.1, em que o primeiro subı́ndice representa o nó e o segundo subı́ndice (y) o grau de
liberdade referente à direção vertical.

P2y = P4y =−450 kN (3.1)

Figura 2: Treliça de benchmark de 10 barras [2].

A função a ser minimizada ou Função Objetivo (FO) do problema é dada pela Equação 3.2 e
tal problema está sujeito às restrições dadas pelas Equações 3.3 a 3.5. As Equações 3.3 e 3.4
contemplam restrições de tensão e limite de deslocamentos vertical, respectivamente, enquanto
a Equação 3.5 contempla os limites laterais da área das barras que , nesse caso, é dada como a
variável de projeto da otimização.

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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W =
m

∑
i=1

AiLiρ (3.2)

σi

σlim
−1≤ 0 (3.3)

δnó

δlim
−1≤ 0 (3.4)

Amin ≤ Ai ≤ Amax (3.5)

Em que W é o peso total da treliça, Ai denota a área da seção transversal da barra i (m indica o total
de barras) da treliça, Li é o comprimento da barra i, σi é tensão em cada uma das barras da treliça
e δnó é o deslocamento vertical dos nós da treliça determinado por meio de uma análise estrutural
de caráter linear, portanto não foram consideradas não linearidades no material e geometria da
peça estudada. Amin e Amax são os limites laterais da área da barra de cada elemento, visto que são
as variáveis de projeto do problema. O valor de área (Ai) adotado para os extremos das barras é o
mesmo adotado por [2] sendo esses valores de 0,645 cm2 e 226 cm2 para área mı́nima e máxima
, respectivamente.

As variações dos parâmetros internos do algoritmo ACV seguem as mesmas proposições de [6].
O teste padrão ou zero é dado pela seguinte padronização: (a) número da população (Npop) igual
a 100 indivı́duos; (b) número de geração (Ngen) igual a 500; (c) parâmetro de aleatoriedade (α)
igual a 0,9; (d) fator de atratividade (β ) igual a 0,8; e (e) parâmetro de absorção de luz (γ) igual
a 1. Cada parâmetro do ACV foi permutado a fim de analisar sua influência na resposta final. A
Tabela 1 apresentada a variação de cada um dos parâmetros do método de forma a permitir uma
análise de sensibilidade.

Tabela 1: Variação dos parâmetros do algoritmo.

Npop 20 40 60 80 100 120 140 160 180 200
Ngen 200 400 600 800 1000 1200 1400 1600 1800 2000
α 0,10 0,20 0,30 0,40 0,50 0,60 0,70 0,80 0,90 1,00
β 0,10 0,20 0,30 0,40 0,50 0,60 0,70 0,80 0,90 1,00
γ 0,10 0,20 0,30 0,40 0,50 0,60 0,70 0,80 0,90 1,00

Para gerar os resultados de sensibilidade paramétrica a rotina de otimização foi executada vinte
vezes com os parâmetros fixados de forma a criar distribuições de probabilidade da resposta.
No caso desse problema de engenharia em especı́fico a solução mı́nima de projeto que atende
as restrições pré-estabelecidas será comparada com trabalhos já desenvolvidos na área que são:
[2, 4, 15, 16]. O software utilizado para as implementações foi o MATLAB® [18].

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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4 RESULTADOS E DISCUSSÕES DA ANÁLISE DE SENSIBILIDADE

Nesta seção são apresentados os resultados e as análises dos parâmetros do algoritmo ACV. No
caso, foram realizadas aplicações para um problema de benchmark envolvendo dimensionamento
de treliças.

4.1 Estudo da influência do tamanho da população e do número de gerações

O primeiro estudo trata da influência da população na resposta final do algoritmo. A Figura 3
apresenta os resultados da análise de sensibilidade do valor da FO para essas variações as quais
foram apresentadas anteriormente na Tabela 1 da seção 3.

Analisando os resultados da Figura 3 foi possı́vel observar que a parametrização que resultou no
maior peso da treliça corresponde à menor população do algoritmo (Npop = 20), fato o qual já era
esperado nesse tipo de problema. Para população correspondente a esses 20 indivı́duos o desvio
padrão do peso da treliça foi de 4,73×10−2, enquanto na simulação de 200 indivı́duos o valor do
desvio padrão foi de 2,20×10−3 com um peso mı́nimo de 2284,5631 kg. Para uma população de
120 indivı́duos o peso obtido foi 2284,5617 kg, sendo este o menor peso encontrado na variação
deste parâmetro, totalizando um desvio padrão de 4,22×10−3.

Ainda foi possı́vel detectar na análise dos resultados, que os valores de população acima de 120
indivı́duos não influı́ram em melhorias significativas na redução do peso total da estrutura.

Figura 3: Variação da FO em função do parâmetro Npop.

Analisando a Figura 4 é possı́vel perceber que o ACV encontrou soluções em torno de 2280 kg
a partir de 400 gerações. Para 400 gerações o desvio padrão das amostras foi de 3,11× 10−1,
enquanto para um Ngen igual ou superior a 600 o desvio padrão foi inferior a ordem de 9,00×
10−5, um resultado o qual é bastante satisfatório do ponto de vista estatı́stico, visto que é possı́vel
afirmar que nessas vinte repetições o algoritmo atingiu valor mı́nimo em todas as análises.

Tend. Mat. Apl. Comput., 21, N. 3 (2020)



i
i

“A11-1398-7831” — 2020/10/27 — 10:42 — page 591 — #9 i
i

i
i

i
i
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Figura 4: Variação da FO em função do parâmetro Ngen.

4.2 Estudo da influência dos parâmetros internos do ACV

Nessa seção são apresentados os resultados de sensibilidade para os parâmetros internos do
algoritmo de otimização ACV.

A Figura 5 apresenta os resultados referentes a análise do parâmetro α . A melhor solução en-
contrada foi com um valor de α = 0,10, pois o mesmo obteve um valor mı́nimo equivalente a
2284,5613 kg com uma amplitude e desvio padrão de 2,00× 10−4 e 4,89× 10−5 , respectiva-
mente. O valor de α com a pior solução no cenário analisado foi para α = 1,00 com peso mı́nimo
igual a 2284,5678 kg e uma amplitude de 1,22×10−2.

Figura 5: Gráfico da variação da FO em função do parâmetro α .

Nos testes com variação de α , foi possı́vel estabelecer um padrão de comportamento observando
as variações do valor final da FO. Verificando a Figura 5 pode-se dizer que quanto maior o valor

Tend. Mat. Apl. Comput., 21, N. 3 (2020)
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de α maior a aleatoriedade introduzida no sistema de partı́culas, portanto a tendência encontrada
é de uma maior dispersão dos resultados em torno da média das amostras. Logo confirma-se aqui
a afirmação proposta por Yang [31] de que em análises com o uso de ACV o ideal é que no
inı́cio do processo de busca utilize-se valores de α mais altos e a medida que o processo iterativo
continue esse valor de α tenha reduções, pois espera-se que se o sistema entre em processo de
convergência tornando a busca pela melhor resposta um processo de busca local.

A Figura 6 apresenta os resultados obtidos para as variações do parâmetro β . Ao analisar os resul-
tados, observa-se que a melhor solução encontrada foi para uma variação β = 0,50, pois o mesmo
obteve um valor mı́nimo de 2284,5640 kg com um desvio padrão igual a 5,10× 10−3. Embora
seja o melhor resultado da série tal simulação gerou um outlier de 2284,5874 kg. Para valores
de β maiores que 0,50 o resultado do menor valor de FO se aproxima do peso de 2284,5670 kg
com um desvio padrão inferior a 4,00×10−3.

Figura 6: Gráfico da variação da FO em função do parâmetro β .

Conforme [31], a intensidade da luz de um vagalume é fundamental para o ACV, pois tal carac-
terı́stica pondera a influência da distância entre os vagalumes no processo de geração de novos
indivı́duos, ou seja, a intensidade de sua luz decresce à medida que sua distância aumenta. Com
isso, pode-se dizer que os dois parâmetros, fator de atratividade (β ) e fator de absorção de luz
(γ) estão correlacionados.

Na Figura 7 são apresentadas as respostas da FO em relação às variações do parâmetro γ . Ao
se observar os resultados, pode-se afirmar que o ACV obteve a melhor solução com γ = 0,2,
pois este atingiu o menor valor, com peso igual à 2284,5637 kg, amplitude de 1,70×10−2 e um
desvio padrão de 4,38×10−3. Resultados similares foram obtidos para um valor de γ = 1, sendo
encontrado para este um peso mı́nimo de 2284,5639 kg, com amplitude de 2,14× 10−2 e um
desvio de 4,87×10−3, porém nessa variação de γ = 1 foi encontrado um outlier de 2284,5853 kg.
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Figura 7: Gráfico da variação da FO em função do parâmetro γ .

4.3 Comparativo de resultados

Para comparativo de resultados criou-se a Tabela 2 onde foi possı́vel comparar os resultados
obtidos nesse trabalho com outras bibliografias. Tal tabela apresenta as soluções ou valores de
área Ai de cada barra a partir do melhor resultado encontrado de trabalhos da literatura que
relatam a análise do problema de benchmark de uma treliça de 10 barras.

Para estabelecer uma comparação entre os resultados o algoritmo ACV foi executado por 20
vezes com a seguinte configuração: (a) número da população (Npop) igual a 120 indivı́duos; (b)
número de geração (Ngen) igual a 600; (c) parâmetro de aleatoriedade (α) igual a 0,9; (d) fator de
atratividade (β ) igual a 0,8; e (e) parâmetro de absorção de luz (γ) igual a 1. A configuração foi
obtida como ideal após a análise de sensibilidade e recomendação de outras fontes bibliográficas.

Em uma breve análise desses resultados, pode-se concluir que os resultados obtidos pelo ACV
foram satisfatórios quando comparados aos resultados obtidos em outras bibliografias. Quando
comparado ao valor obtido no trabalho de [2] é possı́vel afirmar que os resultados alcançados na
(FO), com algoritmo do ACV, ultrapassaram em apenas 1,09%.

Para as outras referências como [4, 15, 16] o valor mı́nimo encontrado no ACV foi superior em
cerca de 8,00% fato que permite dizer que o mesmo é um algoritmo bastante eficiente para tal
tipo de problema estrutural.

Ainda sobre o resultado referente ao ACV é possı́vel concluir que na melhor resposta das 20
repetições o algoritmo já obteve um padrão de convergência global com cerca 350 iterações. Tal
situação é verificada na Figura 8.

5 CONCLUSÕES E SUGESTÕES PARA TRABALHOS FUTUROS

Em suma, o artigo verificou a viabilidade da utilização de técnicas de otimização bio-inspirada
baseadas em inteligência de enxame para determinação do peso mı́nimo em uma treliça de
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Figura 8: Comportamento da convergência para o setup ideal.

Tabela 2: Comparativo entre os diâmetros das barras e valor de FO.

Barras e FO ACV PSO [16] PSO [15] AGA [2] TBLO [4]
A1 (cm2) 195,00 215,90 193,50 197,00 216,10
A2 (cm2) 1,00 0,70 10,50 0,65 10,50
A3 (cm2) 148,00 149,50 193,50 180,00 147,70
A4 (cm2) 98,00 99,90 87,10 87,90 91,60
A5 (cm2) 1,00 23,50 10,50 0,65 10,50
A6 (cm2) 3,00 0,80 11,60 0,65 10,50
A7 (cm2) 48,00 54,10 74,20 51,00 51,40
A8 (cm2) 134,00 150,60 121,30 125,00 147,70
A9 (cm2) 1,00 1,20 11,60 0,65 10,50
A10 (cm2) 138,00 148,50 141,90 124,00 141,90
FO (kg) 2284,56 2508,10 2509,30 2260,00 2490,60

benchmark, com base em uma análise de sensibilidade dos parâmetros. Perspectiva a qual foi
reconhecida nos resultados obtidos. Portanto, pode-se afirmar que a ferramenta de otimização
bio-inspirada é promissora para aplicações com foco em problemas de engenharia.

Baseado nos resultados obtidos , pode-se destacar que, conforme o número de gerações au-
menta, por consequência, a população é renovada gerando melhores indivı́duos, tornando maior
a chance de alcançar a solução objetivo, comportamento esse que é comum entre os algoritmos
bio-inspirados. Foi possı́vel detectar que valor acima de 600 gerações já apresentavam um valor
mı́nimo satisfatório e estabilizado do ponto de vista da análise estatı́stica realizada, visto que o
desvio padrão e a amplitude permaneciam constantes. Em relação ao parâmetro Npop, verificou-
se que sua influência provocou maiores dispersões para um número de população inferior a 120
indivı́duos.
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É importante salientar que tanto o número da população como o número de gerações são fatores
que influenciam diretamente no aumento do gasto computacional por estar diretamente relacio-
nado ao número de avaliações da FO, que nesse caso se trata de um problema não linear relaci-
onado ao dimensionamento de treliças. Para o padrão de 600 gerações o número de avaliações
da função objetivo foi de 6,01× 104, enquanto que para soluções com 1000 gerações e 2000
gerações esse valor chegou ao total de 1,001×105 e 2,001×105 avaliações da Função Objetivo,
respectivamente.

Sobre as variações dos parâmetros β e γ , pode-se afirmar que as diferenças entre as
parametrizações foram relativamente baixas, não sendo possı́vel estabelecer um padrão de in-
fluência desses na resposta da FO. Sobre o parâmetro α foi encontrado um padrão do tipo quanto
maior o valor de α maior a dispersão dos resultados em torno da média. Apesar disso, ressalta-se
que esses parâmetros internos em algoritmos bio-inspirados são essenciais para convergência em
problemas complexos.

A variação observável nos resultados obtidos em cada parâmetro com o algoritmo ACV acon-
tece porque seu deslocamento no espaço de busca consegue assumir que soluções consideradas
satisfatórias se percam ao longo do processo repetido, ou seja, não é assegurado que os resulta-
dos encontrados pelo algoritmo sejam sempre melhores em relação ao ótimo da função objetivo
(FO). Porém, ainda assim, o algoritmo ACV tem um estado de centralização global atingindo
soluções satisfatórias para esse problema de benchmark em especı́fico.

Sobre os testes executados com o algoritmo ACV, para a treliça de benchmark de 10 barras,
pode-se concluir que o método de otimização utilizado gerou resultados satisfatórios na maioria
das repetições. Em termos de eficiência, detectou-se que os melhores resultados assumidos para
as barras em cada parâmetro se mantiveram replicados, como também aproximados aos dos
trabalhos comparados da literatura como pode-se notar na Tabela 2. É importante ressaltar que as
soluções geradas pelo ACV foram melhores que os trabalhos de [4, 15, 16]. Com isso, podemos
afirmar que o uso do algoritmo colônia de vagalumes é promissor para problemas aplicáveis à
engenharia.

É possı́vel verificar que o algoritmo obteve desempenho satisfatório para um problema de bench-
mark de engenharia onde a FO está relacionada ao cálculo do peso mı́nimo quando comparado
ao valor médio de 2442,00 kg encontrado em outras bibliografias. Sendo que a variação entre o
melhor e pior valor foram de 1,06% a 8,96% quando comparada à média desses outros autores.
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ABSTRACT. The truss is a rigid triangular structure, with resistance to normal load, and
can be used on roofs, mezzanines, energy towers, telecommunications and bridges. Soon it
is possible to state that this structural system has great relevance in the structural engine-
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ering scenario. This research uses a probabilistic method of global optimization based on
collective intelligence or swarm intelligence, with promising applications in several fields
of applied sciences, the Firefly Algorithm (FA), to determine the minimum weight of a ben-
chmark truss. A sensitivity analysis was carried out with the parameters of the algorithm,
such as the population (Npop), the number of iterations (Ngen), randomness parameter α ,
attractiveness factor β , and light absorption parameter (γ). The truss used in the tests was a
benchmark structure with 10 bars, and this was optimized, obtaining a minimum weight va-
lue of around 2284 kg. When compared to other works in the literature, such value shows the
effectiveness of the method adopted in this work. The software used for the implementations
and simulation of the trusses was MATLAB®.

Keywords: optimization, trusses, steel structures, firefly algorithm.
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